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基本概念

❖ 贝叶斯决策论（Bayesian Decision Theory）

❖ 一个概率框架下实施决策的基本方法

❖ 对分类任务来说，在所有相关概率都己知的理想情形下

❖ 贝叶斯决策论考虑如何基于这些概率和误判损失来选择最优的类别标记
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基本概念

❖ 假设有 𝑁 种可能的类别标记，即 𝑦 = {𝑐1, 𝑐2, … , 𝑐𝑁}

❖ 𝜆𝑖𝑗 是将一个真实标记为 𝑐𝑗 的样本误分类为 𝑐𝑖 所产生的损失

❖ 基于后验概率 𝑃(𝑐𝑖|𝑥)

❖ 可获得将样本 𝑥 分类为 𝑐𝑖 所产生的期望损失（Expected Loss）

❖ 即在样本 𝑥 上的“条件风险（Conditional Risk）”
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❖ 我们的任务是寻找一个判定准则 ℎ 以最小化总体风险：

❖ 对每个样本 𝑥，若 ℎ 能最小化条件风险 𝑅 ℎ 𝑥 𝑥

❖ 则总体风险 𝑅(ℎ) 也将被最小化

贝叶斯判定准则
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❖ 贝叶斯判定准则（Bayes Decision Rule）

❖ 为最小化总体风险，只需在每个样本上选择那个能使条件风险 
𝑅 ℎ 𝑥 𝑥 最小的类别标记，即：

❖ ℎ∗ 被称为贝叶斯最优分类器（Bayes Optimal Classifier）

❖ 与之对应的总体风险 𝑅(ℎ∗) 被称为贝叶斯风险（Bayes Risk）

贝叶斯判定准则
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❖ 若目标是最小化分类错误率，则误判损失 𝜆𝑖𝑗 可写为：

❖ 此时的条件风险：

贝叶斯判定准则
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❖ 于是，最小化分类错误率的贝叶斯最优分类器为：

❖ 即对每个样本 𝑥

❖ 选择能使后验概率 𝑃(𝑐|𝑥) 最大的类别标记

贝叶斯判定准则
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❖ 使用贝叶斯判定准则来最小化决策风险

❖ 首先要获得后验概率 𝑃(𝑐|𝑥)

❖ 然而，在现实任务中这通常难以直接获得

❖ 因此，机器学习所要实现的是：

❖ 基于有限的训练样本集尽可能准确地估计出后验概率 𝑃(𝑐|𝑥)

贝叶斯判定准则
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❖ 对生成式模型来说，必然考虑：

❖ 基于贝叶斯定理，𝑃(𝑐|𝑥) 可写为：

估计方法
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❖ 其中，𝑃(𝑐) 是类的“先验（Prior）概率”

❖ 𝑃(𝑥|𝑐) 是样本 𝑥 相对于类 𝑐 的“条件（Conditional）概率”

❖ 条件概率也称为“似然（Likelihood）”

❖ 𝑃(𝑥) 是用于归一化的“证据（Evidence）因子”

估计方法
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❖ 对给定样本 𝑥，证据因子 𝑃(𝑥) 与类的标签无关

❖ 因此估计 𝑃(𝑐|𝑥) 的问题就转化为：

❖ 如何基于训练数据 𝐷 来估计先验概率 𝑃(𝑐) 和似然 𝑃(𝑥|𝑐) 

估计方法
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❖ 先验概率 𝑃(𝑐) 表达了样本空间中各类样本所占的比例

❖ 根据大数定律，当训练集包含充足的独立同分布样本时

❖ 𝑃(𝑐) 可通过各类样本出现的频率来进行估计

估计方法
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❖ 似然 𝑃(𝑥|𝑐) 涉及关于 𝑥 所有特征的联合概率

❖ 直接根据样本出现的频率来估计将会遇到严重的困难

❖ 例如，假设样本的 𝑑 个特征性都是二值的

❖ 则样本空间将有 2𝑑 种可能的取值

估计方法

14

贝叶斯决策论



❖ 在现实应用中，这个值往往远大于训练样本数量

❖ 也就是说，很多样本取值在训练集中根本没有出现

❖ 直接使用频率来估计 𝑃(𝑥|𝑐) 显然不可行

❖ 因为“未被观测到”与“出现概率为零”通常是不同的

估计方法
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❖ 估计类条件概率的一种常用策略是：

❖ 先假定其具有某种确定的概率分布形式

❖ 再基于训练样本对概率分布的参数进行估计

❖ 具体来说，假设 𝑃(𝑥|𝑐) 具有确定的形式并且被参数向量 𝜃𝑐 唯一确定

❖ 则我们的任务就是利用训练集 𝐷 估计参数 𝜃𝑐 

❖ 为明确起见，我们将 𝑃(𝑥|𝑐) 记为 𝑃(𝑥|𝜃𝑐)

极大似然估计
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❖ 极大似然估计（Maximum Likelihood Estimation，MLE）

❖ 根据数据采样来估计概率分布参数的经典方法

❖ 令 𝐷𝑐 表示训练集 𝐷 中第 𝑐 类样本组成的集合

❖ 假设这些样本是独立同分布的

❖ 则参数 𝜃𝑐 对于数据集 𝐷𝑐 的似然是：

极大似然估计
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❖ 对 𝜃𝑐 进行极大似然估计

❖ 就是去寻找能最大化似然 𝑃(𝐷𝑐|𝜃𝑐) 的参数值 መ𝜃𝑐

❖ 直观上看，极大似然估计是试图在 𝜃𝑐 所有可能的取值中

❖ 找到一个能使数据出现的“可能性”最大的值

极大似然估计
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❖ 这种参数化的方法虽能使类条件概率估计变得相对简单

❖ 但估计结果的准确性严重依赖于：

❖ 所假设的概率分布形式是否符合潜在的真实数据分布

❖ 在现实应用中，想要做出能较好地接近潜在真实分布的假设

❖ 往往需在一定程度上利用关于应用任务本身的经验知识

❖ 否则若仅凭“猜测”来假设概率分布形式

❖ 很可能产生误导性的结果

极大似然估计
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❖ 似然 𝑃(𝑥|𝑐) 涉及关于 𝑥 所有特征的联合概率

❖ 在现实应用中，很多样本取值在训练集中根本没有出现

❖ 直接使用频率来估计 𝑃(𝑥|𝑐) 显然不可行

❖ 因为“未被观测到”与“出现概率为零”通常是不同的

❖ 朴素贝叶斯分类器是解决这个问题的一个方法

基本概念
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❖ 朴素贝叶斯分类器（Naïve Bayes Classifier）

❖ 采用了特征条件独立性假设：

❖ 对已知类别假设所有特征相互独立

❖ 换言之，假设每个特征独立地对分类结果发生影响

基本概念
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❖ 基于属性条件独立性假设：

基本概念
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❖ 由于对所有类别来说 𝑃(𝑥) 相同，朴素贝叶斯分类器的表达式为：

基本概念
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❖ 朴素贝叶斯分类器的训练过程就是：

1. 基于训练集 𝐷 来估计类先验概率 𝑃(𝑐)

2. 为每个特征估计条件概率 𝑃(𝑥𝑖|𝑐)

训练过程
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❖ 基于训练集 𝐷 来估计类先验概率 𝑃(𝑐)

❖ 令 𝐷𝑐 表示训练集 𝐷 中第 𝑐 类样本组成的集合

❖ 若有充足的独立同分布样本，则可容易地估计出类先验概率：

𝑃 𝑐 =
|𝐷𝑐|

𝐷

训练过程
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❖ 为每个特征估计条件概率 𝑃(𝑥𝑖|𝑐)：离散特征

❖ 令 𝐷𝑐,𝑥𝑖 表示 𝐷𝑐 中在第 𝑖 个属性上取值为 𝑥𝑖 的样本组成的集合

❖ 则条件概率 𝑃(𝑥𝑖|𝑐) 可估计为：

𝑃 𝑥𝑖 𝑐 =
|𝐷𝑐,𝑥𝑖|

|𝐷𝑐|

训练过程
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❖ 为每个特征估计条件概率 𝑃(𝑥𝑖|𝑐)：连续特征

❖ 可考虑概率密度函数，假定 𝑃 𝑥𝑖 𝑐 ~𝑁 𝜇𝑐,𝑖 , 𝜎𝑐,𝑖
2

❖ 其中 𝜇𝑐,𝑖 和𝜎𝑐,𝑖
2 分别是第 𝑐 类样本在第 𝑖 个属性上取值的均值和方差

❖ 则有：

训练过程
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案例分析

❖ 色泽：青绿

❖ 根蒂：蜷缩

❖ 敲声：浊响

❖ 纹理：清晰

❖ 脐部：凹陷

❖ 触感：硬滑

❖ 密度：0.697

❖ 含糖率：0.460
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❖ 首先估计类先验概率 𝑃(𝑐)，显然有：

案例分析
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❖ 然后，为每个特征估计条件概率 𝑃 𝑥𝑖 𝑐 ：

案例分析
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❖ 由于 0.038 > 6.80 x 10-5

❖ 朴素贝叶斯分类器将测试样本判别为“好瓜”

案例分析
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❖ 需注意，若某个特征值在训练集中没有与某个类同时出现过

❖ 则其条件概率可能为 0，并影响后续概率判别

❖ 例如在上述数据里：

❖ 无论该样本的其他特征是什么，哪怕在其他特征上明显像好瓜

❖ 分类的结果都将是“好瓜：否”，这显然不太合理

拉普拉斯修正
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❖ 为了避免其他特征携带的信息被训练集中未出现的特征值“抹去”

❖ 在估计概率值时通常要进行“平滑（Smoothing）”

❖ 常用“拉普拉斯修正（Laplacian Correction）”

拉普拉斯修正
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❖ 拉普拉斯修正（Laplacian Correction）

❖ 令 𝑁 表示训练集 𝐷 中可能的类别数，𝑁𝑖 表示第 𝑖 个属性可能的取值数

❖ 先验概率和条件概率分别修正为：

拉普拉斯修正
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❖ 在现实任务中：

❖ 任务对预测速度要求高：“查表”

❖ 任务数据更替频繁：“懒惰学习（Lazy Learning）”

❖ 数据不断增加：“增量学习（Incremental Learning）”

进阶使用方法
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❖ 贝叶斯网络（Bayesian Network）

❖ 亦称“信念网络（Belief Network）”

❖ 它借助有向无环图（Directed Acyclic Graph，DAG）

❖ 来刻画特征之间的依赖关系

❖ 并使用条件概率表（Conditional Probability Table，CPT）

❖ 来描述特征的联合概率分布

结构
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❖ 一个贝叶斯网络 𝐵 由结构 𝐺 和参数 Θ 两部分构成

❖ 网络结构 𝐺 是一个有向无环图，其每个结点对应于一个特征

❖ 若两个特征有直接依赖关系，则它们由一条边连接起来

❖ 参数 Θ 定量描述这种依赖关系

❖ 假设特征 𝑥𝑖 在 𝐺 中的父结点集为 𝜋𝑖

❖ 则 Θ 包含了每个特征的条件概率表：

𝜃𝑥𝑖|𝜋𝑖 = 𝑃𝐵(𝑥𝑖|𝜋𝑖)

结构
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❖ 贝叶斯网络结构有效地表达了特征间的条件独立性

❖ 给定父结点集，贝叶斯网络假设每个特征与它的非后裔特征独立

❖ 于是 𝐵 = 𝐺, Θ 将特征的联合概率分布定义为：

结构
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结构
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❖ 若网络结构己知，即特征间的依赖关系己知

❖ 则贝叶斯网络的学习过程相对简单

❖ 只需通过对训练样本“计数”，估计出每个结点的条件概率表即可

❖ 但在现实应用中我们往往并不知晓网络结构

❖ 于是，贝叶斯网络学习的首要任务就是：

❖ 根据训练数据集来找出结构最“恰当”的贝叶斯网络

训练
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❖ 评分搜索

❖ 先定义一个评分函数（Score Function）

❖ 以此来评估贝叶斯网络与训练数据的契合程度

❖ 然后基于这个评分函数来寻找结构最优的贝叶斯网络

❖ 显然，评分函数引入了关于我们希望获得什么样的贝叶斯网的归纳偏好

训练
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❖ 最小描述长度（Minimal Description Length，MDL）

❖ 常用评分函数通常基于信息论准则

❖ 学习的目标是找到一个能以最短编码长度描述训练数据的模型

❖ 给定训练集 𝐷 = 𝑥1, 𝑥2, … , 𝑥𝑚

❖ 贝叶斯网络 𝐵 = 𝐺, Θ  在 𝐷 上的评分函数可写为：

训练
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❖ 搜索最优贝叶斯网络结构是一个 NP-Hard 问题

❖ 有两种常用的策略能在有限时间内求得近似解：

1. 贪心法：例如从某个网络结构出发，每次调整一条边，直到评分函数值
不再降低为止

2. 约束法：给网络结构施加约束来削减搜索空间，例如将网络结构限定为
树形结构等

训练
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❖ 贝叶斯网络训练好之后就能用来回答“查询（Query）”

❖ 即通过一些特征的观测值来推测其他特征的取值

❖ 例如在西瓜问题中：

❖ 若我们观测到西瓜色泽青绿、敲声浊响、根蒂蜷缩

❖ 就可以推断它是否成熟、甜度如何

❖ 通过已知变量观测值来推测待查询变量的过程称为“推断（Infer）”

❖ 己知变量观测值称为“证据（Evidence）”

推断
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❖ 最理想的推断方式是：

❖ 直接根据贝叶斯网络定义的联合概率分布来精确计算后验概率

❖ 但这样的“精确推断”己被证明是 NP-Hard 的

❖ 此时需借助“近似推断”，在有限时间内求得近似解

❖ 吉布斯采样（Gibbs Sampling）就是一种常见的随机采样方法

推断
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❖ 吉布斯采样是在贝叶斯网络所有变量的联合状态空间与证据一致的子空
间中进行“随机漫步（Random Walk）”

❖ 每一步仅依赖于前一步的状态

❖ 这是一个“马尔可夫链（Markov Chain）”

推断
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❖ 在前面的讨论中

❖ 我们一直假设训练样本所有属性变量的值都已被观测到

❖ 即训练样本是“完整”的

❖ 但在现实应用中往往会遇到“不完整”的训练样本

❖ 例如由于西瓜的根蒂己脱落，无法看出是“蜷缩”还是“硬挺”

❖ 则训练样本的“根蒂”特征变量值未知

❖ 在这种存在“未观测”变量的情形下

❖ 是否仍能对模型参数进行估计呢？

基本概念
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❖ 未观测变量的学名是“隐变量（Latent Variable）”

❖ 令 𝑋 表示己观测变量集，𝑍 表示隐变量集，Θ 表示模型参数

❖ 若欲对 Θ 做极大似然估计，则应最大化对数似然：

基本概念
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❖ 然而由于 𝑍 是隐变量，上式无法直接求解

❖ 此时我们可通过对 𝑍 计算期望

❖ 来最大化己观测数据的对数“边际似然（Marginal Likelihood）”

基本概念
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❖ EM（Expectation-Maximization）算法

❖ 常用的估计参数隐变量的算法

❖ 它是一种迭代式的方法，其基本想法是：

❖ 若参数 Θ 己知，则可根据训练数据推断出最优隐变量 𝑍 的值（E 步）

❖ 若 𝑍 的值已知，则可方便地对参数 Θ 做极大似然估计（M 步）

基本概念
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❖ 于是，以初始值 Θ0 为起点

❖ 可迭代执行以下步骤直至收敛：

1. 基于 Θ𝑡 推断隐变量 𝑍 的期望，记为 𝑍𝑡

2. 基于已观测变量 𝑋 和 𝑍𝑡 对参数 Θ 做极大似然估计，记为 Θ𝑡+1 

❖ 这就是 EM 算法的原型

基本概念
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❖ 简要来说， EM 算法使用两个步骤变替计算：

❖ 第一步是期望（E）步

❖ 利用当前估计的参数值来计算对数似然的期望值

❖ 第二步是最大化（M）步

❖ 寻找能使 E 步产生的似然期望最大化的参数值

❖ 然后，新得到的参数值重新被用于 E 步，直至收敛到局部最优解

基本概念
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❖ 事实上，隐变量估计问题也可通过梯度下降等优化算法求解

❖ 但由于求和的项数将随着隐变量的数目以指数级上升

❖ 会给梯度计算带来麻烦

❖ 而 EM 算法则可看作一种非梯度优化方法

基本概念
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总结

❖ 「西瓜书」周志华《机器学习》，清华大学出版社

❖ https://item.jd.com/12762673.html

❖ 「南瓜书」谢文睿、秦州《机器学习公式详解》，人民邮电出版社

❖ https://github.com/datawhalechina/pumpkin-book/
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总结

❖ Scikit-Learn

❖ https://scikit-learn.org

❖ TensorFlow

❖ https://www.tensorflow.org
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Thank You!
丁烨，计算机科学与技术学院

dingye@dgut.edu.cn

mailto:dingye@dgut.edu.cn
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